LA CONTRIBUCION DE LAS REGLAS DE
ASOCIACION A LA MINERIA DE DATOS

El articulo hace parte del proyecto de investiga-
cion «Desarrollo de Herramientas para la Mine-
ria de Datos - UDMinery; en este documento los
autores se centran en el estudio de una de las
técnicas utilizadas para aplicar mineria de datos
en grandes volumenes de informacion: las re-
glas de asociacion. Se inicia con una breve in-
troduccion a la mineria de datos y las reglas de
asociacion, luego se aborda un ejemplo para
explicar como se generan estas reglas, y se pro-
fundiza sobre reglas de asociacion simples y re-
glas de asociacion multinivel. Por ultimo, se pre-
sentan algunas conclusiones, producto del avan-
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Resumen

ce de la investigacion y de la reflexion acerca
de sus potencialidades en el campo.

Abstract

TThe article makes part of the investigation
project: “Development of tools for the data
mining — UDMiner”; in this document, the
authors concentrate on the study of one of the
techniques used to apply the data mining to high
information volumes: the association rules. It
starts with a short introduction to the data mining
and the association rules, then an example is
presented to explain how these rules are




generated and deepens on simple association
rules and multilevel association rules. Lastly,
some conclusions are presented as a consequence
of the research advance and the reflection about
its potentialities in the field.

1. Introduccién

La mineria de datos (Han, 2000), entendida
como la extraccion de patrones y reglas signifi-
cativas de una gran cantidad de informacion, es
util en cualquier campo en el cual exista una
importante cantidad de datos y algo valioso que
aprender. Podria ser sorpresivo saber, por ejem-
plo, que las organizaciones de inteligencia mili-
tar emplean este tipo de técnicas para procesar
grandes cantidades de imagenes satelitales con
el propdsito de clasificar objetivos visibles en
tierra como tanques o tractores.

En el contexto de negocios aplica la misma re-
gla: su utilidad en cualquier campo donde exis-
tan grandes cantidades de datos y un conoci-
miento potencial (Imielinski, 1996). En este tipo
de actividades hay una definicion explicita «algo
se considera valioso si el resultado de su cono-
cimiento aporta mas dinero que lo que costo su
descubrimiento»; de manera mas estricta puede
decirse que «el conocimiento de algo es valio-
so si el retorno de la inversion requerida para
su aprendizaje es mayor que el retorno de utili-
zar estos fondos en otro tipo de inversion». Asi,
mientras que en el contexto académico se con-
sidera «conocimiento» la posesion de los valo-
res intrinsecos de algo, independiente de cual-
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quier aplicacion practica, en el campo de los
negocios el conocimiento puede ser valioso de
dos formas: si aumenta la utilidad por medio de
la disminucion de los costos o del incremento
de los ingresos. El conocimiento también puede
tener valor cuando aumenta el precio en bodega
a partir de la promesa de un incremento futuro
de la utilidad, por la via de algunos de los dos
mecanismos anteriores.

Pueden identificarse cuatro campos fundamen-
tales de trabajo en los que se estd comenzando a
emplear la mineria de datos en los negocios:

* Como herramienta de investigacion

* En el proceso de mejoramiento del negocio

* En mercadotecnia

* En la administracion de las relaciones con los clien-
tes.

Al respecto surge una pregunta importante: ;qué
papel juegan las reglas de asociacion en el con-
texto de mineria de datos? Las reglas de asocia-
cion se derivan de un tipo de analisis que extrae
informacién por coincidencias (Agrawal, 1993);
el analisis permite descubrir correlaciones o co-
ocurrencias en los sucesos de la base de datos
por analizar y se formaliza en la obtencion de
reglas de tipo si ... entonces ..., las cuales se
convierten en un importante punto de apoyo para
el descubrimiento de conocimiento a partir de
la informacion analizada (Piatetsky-Shapiro,
1996).

Un ejemplo comun del uso de las reglas de aso-
ciacion es el analisis de la canasta familiar ad-
quirida por los compradores, el cual es utiliza-
do para encontrar asociaciones entre los dife-
rentes productos comprados por los clientes; el
descubrimiento de tales asociaciones puede ayu-
dar a desarrollar estrategias de mercadeo orien-
tadas al aumento de las ventas.

Interrogantes adicionales surgen con respecto a
la obtencion y aplicacion de este tipo de reglas:
(,como pueden encontrarse reglas de asociacion
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de grandes cantidades de datos, cuando estos son
de transacciones o relaciones diferentes? ;qué
reglas de asociacion son las mas interesantes?
(como puede ayudarse o guiarse el proceso de
mineria de datos para descubrir asociaciones
interesantes? ;qué herramientas y/o lenguajes de
desarrollo son utiles en la definicidon de lengua-
jes de consultas de reglas de asociacion para la
mineria de datos? En este trabajo se presenta un
estudio detallado de los conceptos involucrados
en reglas de asociacion, dando respuestas a los
anteriores interrogantes.

2. ;Qué es una regla de asociaciéon?

La Gerencia de Mercadeo de DISTCOL!, desea
dar respuesta al siguiente interrogante: jcuales
son los productos que mas compran sus clien-
tes? Para responder a esta pregunta puede ha-
cerse un estudio de mercado acerca de los pro-
ductos que los clientes compran al detal, em-
pleando sus resultados para adoptar un plan de
mercadeo o plantear una estrategia, por ejem-
plo, disefiar el catalogo de electrodomésticos que
la compaiiia ofrece.

En forma premeditada, los productos que frecuen-
temente compran los clientes pueden ser ubica-
dos en sitios algo distantes, mientras que aque-
llos productos que se venden con poca frecuen-
cia se localizaran en sitios mas proximos a la vis-

soporte (A [ B) =P(A I B)

confianza(A 0 B) =P(B | A) = soporte (A [ B ) / soporte(A)

El interés debe centrarse en el descubrimiento
de reglas que tienen mucho soporte; por lo tan-
to, independientemente de donde surjan, se bus-
can pares atributo-valor que cubran gran canti-
dad de instancias. Ellos se conocen como
itemsets, y cada par atributo-valor como item.

ta de los clientes. Si los clientes compran com-
putadores y a la vez se inclinan por la compra de
software financiero, entonces el sitio donde se
ubique el hardware puede ayudar a incrementar
las ventas del software: los clientes que escojan
un computador observaran en la vitrina un soft-
ware contable que despierte también su interés.

La informacion referente a los productos que
compran los clientes, puede ser representada a
partir de una regla de asociacion, como sigue:

Si compra computador entonces compra
software contable
[Soporte = 2%, Confianza = 60%] (Regla 1)

El soporte y la confianza son dos criterios de
medida interesantes que reflejan, respectivamen-
te, la utilidad y certeza de la regla. Un soporte
del 2% indica que este porcentaje de todas las
transacciones bajo analisis muestran que el com-
putador y el software contable son comprados
conjuntamente. Una confianza del 60% muestra
que este porcentaje de los clientes que compran
computadores adquieren también software con-
table. Las reglas de asociacion son apropiadas
si satisfacen el valor del minimo soporte
(min_sop) y de la minima confianza (min_conf).

El soporte y la confianza para la regla si A en-
tonces B esta dada por:

(Ecuacion 1)
(Ecuacion 2)

Si un itemset satisface el min_sop, entonces se
le llama itemset frecuente.

La respuesta a la pregunta: ;cémo se hallan re-
glas de asociacidn para la mineria de datos?, se
encuentra en la ejecuciéon de dos pasos:

' DISTCOL de Colombia es una empresa cuya mision es la comercializacién de electrodomésticos, se encuentra ubicada en la

ciudad de Tunja (Colombia).
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* Hallar todos los itemsets frecuentes (Agrawal,
2000)

* Generar los valores de las reglas de asocia-
cion a partir de los itemsets frecuentes.

Las reglas de asociacion pueden ser clasificadas en
varios grupos, de acuerdo con los siguientes crite-
ri0s:

* Con base en los tipos de valores que manejan
las reglas: siuna regla se refiere a asociacio-
nes entre la presencia o ausencia de un item,

edad(X, «20...30») Oingreso(X, «$500.000 ....

RE-CREACIONES

se trata de una regla de asociacion booleana.
La Regla 1, presentada anteriormente, es de
este tipo.

Si una regla describe asociaciones entre items
cuantitativos o atributos, entonces se dice que
es una regla de asociacion cuantitativa. En ella
los items o atributos son divididos en interva-
los. El siguiente es un ejemplo de una regla de
asociacion cuantitativa, donde X es una varia-
ble que representa a un cliente (Pedro, Jorge,
Diana, ...):

$1.000.000» ( compra(X, computadores)?

(Regla 2)

Notese que los atributos cuantitativos edad e
ingreso tienen valores discretos.

* Con base en las dimensiones de datos que
involucra una regla: si en los items o atribu-

tos de una regla de asociacion se referencia
solo en una dimension, se trata de una regla
de asociacion de dimension simple. Al
reescribir la Regla 1 se tiene:

compra(X, «computador»[] compra(X, «software contable») (Regla 3)

La Regla 1 es de dimension simple porque refe-
rencia solo una dimension: la compra. Si se
referencian dos o mas dimensiones se dice que es
una regla de asociacion multidimensional, por
ejemplo la Regla 3.

* Con base en los niveles de abstraccion que
involucra la regla: algunos métodos para en-
contrar reglas de asociacion pueden descubrir
reglas con diferentes niveles de abstraccion.
Por ejemplo, supongase que en un conjunto de
reglas de asociacion se tiene:

edad(X, «20...30») O compra(X, «computadores portatily) (Regla 4)
edad(X, «20...30») [0 compra(X, «computadores») (Regla 5)

2 La representacion de la regla se cambia por simplicidad en la notacion.
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En las reglas 4 y 5 los items son referenciados
a diferentes niveles de abstraccion («compu-
tador» es un nivel mas alto de abstraccion que
«computador portatily).

* Con base en varias extensiones para la aso-
ciacion minera: la asociacion minera puede ex-
tenderse al analisis de correlacion, donde ésta
puede ser identificada por la presencia o au-
sencia de un item.

3. Reglas de asociacién simples en bases
de datos transaccionales

A continuacién se profundizara en el estudio de
reglas de asociacion booleanas de una sola di-
mension, describiendo algunos métodos a través
de un ejemplo:

3.1 El algoritmo a priori (Agrawal, 1994)

Busca itemsets frecuentes usando generacion de
candidatos. Su nombre se debe a que usa conoci-
miento a priori para la generacion de itemsets fre-
cuentes. Este algoritmo se resume en dos pasos:

i) Generacion de todos los itemsets que contie-
nen un solo elemento, utilizacion de estos para
generar itemsets que contengan dos elemen-
tos, y asi sucesivamente. Se toman todos los
posibles pares de ifems que cumplen con las
medidas minimas de soporte inicialmente
preestablecidas; esto permite ir eliminando
posibles combinaciones: aquellas que no cum-
plan con los requerimientos de soporte no en-
trardn en el analisis.

ii) Generacion de las reglas revisando que cum-
plan con el criterio minimo de confianza. Es
interesante observar que si una conjuncion de
consecuentes de una regla cumple con los ni-
veles minimos de soporte y confianza, sus
subconjuntos (consecuentes) también los cum-
plen; en el caso contrario, si algun item no los
cumple no tiene caso considerar sus
superconjuntos.
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Asi se obtiene un método para construir reglas
con un solo consecuente, a partir de ellas cons-
truir reglas de dos consecuentes y asi sucesiva-
mente; todo se realiza mediante una pasada por
la base de datos para cada conjunto de items de
diferente tamafio. El esfuerzo computacional
depende principalmente de la cobertura minima
requerida, y se lleva practicamente todo en el
primer paso. El proceso de iteracion del primer
paso se llama level-wise y va considerando los
superconjuntos nivel por nivel. De esta manera
se tiene una propiedad anti-monotona: si un con-
junto de items no pasa la prueba de soporte nin-
guno de sus subconjuntos la pasa; esto se apro-
vecha en la construccion de candidatos, para no
considerar todas las opciones.

En la Tabla 1 se presenta un ejemplo de datos
de compra de productos.

Transaccion Listado de productos adquiridos
Tl Computador, impresora
T2 Impresora, DVD
T3 Impresora, cdmara de video
T4 Computador, impresora, DVD
T5 Computador, camara de video
T6 Impresora, cdmara de video
T7 Computador, camara de video
T8 Computador, impresora, cdmara de video, scanner
T9 Computador, impresora, camara de video
T10 Impresora, scanner
Til Computador, DVD
T12 Computador, impresora, DVD

Tabla 1. Un ejemplo de datos de compras de productos

Cada transaccion (T1, T2,...) representa una com-
prarealizada por diferentes clientes de DISTCOL;
al frente aparecen los productos comprados en cada
transaccion; por simplicidad, a cada transaccion
se asigna un identificador. A continuacidn se ex-
plica el algoritmo a priori con base en el conteni-
do de la Tabla 1, que registra 12 transacciones de
venta por parte de la empresa.

En la primera iteracion del algoritmo, cada item
es un miembro del conjunto de candidatos 1-
itemsets, C1. El algoritmo explora en orden to-



das las transacciones para contar el nimero de
ocurrencias de cada item.

RE-CREACIONES

Las transacciones son exploradas y el contador
de soporte de cada itemset candidato en C2 es
acumulado, como se muestra en la Tabla 5

G
itemset Contador de soporte (cont_sop) G,

{‘computador} 8 itemset cont_sop

{impresora} 9 {computador, impresora} 5

{camara de video} 6 {computador, cdmara de video} 4

{DVD} 4 {computador, DVD} 3

{scanner} 2 {computador, scanner} 1

Tabla 2. Contador de soporte para cada producto {?mp resora, cimara de video} 4

{impresora, DVD} 3

. {impresora, scanner} 2

Supdngase que el contador de soporte requeri- {camara de video, DVD} 0

do son dos elementos (min_sop = 2/12 = 16%). {camara de video, scanner} 1

El conjunto de los 1-itemsets frecuentes, L1, {DVD, scanner} 0

puede entonces ser determinado considerando
los 1-itemsets candidatos que satisfacen este
minimo soporte (min_sop).

Ly
itemset Contador de soporte (cont_sop)
{computador} 8
{impresora} 9
{camara de video} 6
{DVD} 4
{scanner} 2

Tabla 3. Comparacién de los candidatos del contador
de soporte con el min_sop

Para descubrir el conjunto de los 2-itemsets fre-
cuentes L2, el algoritmo a priori usa L1 * L2
para generar un conjunto de candidatos de 2-
itemsets, C2.

G
itemset

{computador, impresora}
{computador, cdmara de video}
{computador, DVD}
{computador, scanner}
{impresora, camara de video}
{impresora, DVD}
{impresora, scanner}
{cadmara de video, DVD}
{camara de video, scanner}
{DVD, scanner}

Tabla 4. Generacion de C2 candidatos desde L1

Tabla 5. Contador de soporte para 2-itemsets

El conjunto de los 2-itemsets frecuentes, L2, es
entonces determinado por aquellos que cumplan
con el minimo soporte.

L,

itemset
{computador, impresora}
{computador, camara de video}
{computador, DVD}
{impresora, camara de video}
{impresora, DVD}
{impresora, scanner} 2

cont_sop

WA (WK~ W

Tabla 6. Candidatos que cumplen con el min_sop

La generacion del conjunto de candidatos de 3-
itemsets, C3, se muestra en la Tabla 7

G
itemset
{computador, impresora, camara de video}
{computador, impresora, DVD}

Tabla 7. Generar C3 candidatos desde L2

Las transacciones son exploradas y el contador
de soporte de cada itemset candidato en C3 es
acumulado, como se muestra en la Tabla 8; pos-
teriormente, en la Tabla 9 se muestran los
itemsets que cumplen con el min_sop.
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Cs
itemset cont_sop El algoritmo usa L,*L, para generar un conjun-
{computador, impresora, cdmara de video} 2 to de candidatos de 4-itemsets, C4; sin embar-
{computador, impresora, DVD} 2

g0, no existen candidatos de 4-itemsets que cum-

Tabla 8. Contador de soporte para 3-itemsets plan con el min_sop, por lo cual el algoritmo a

L, priori termina. A continuacion se presenta el al-
ftemset cont_sop goritmo a priori en seudo-cédigo. (Fuente to-
{computador, impresora, cAmara de video} 2 mada y adaptada de Han, 2000).
{computador, impresora, DVD} 2

Tabla 9. Candidatos que cumple con el min_sop

Algoritmo: A priori. Encuentra los itemsets frecuentes.
Entradas: Transacciones de una base de datos D; min_sop
Salidas: L, itemsets frecuentes de la base de datos D.

Método:

(1) L1 = encontrar_I-itemsets_frecuente(D);

(2) Para (k=2; L_#0; k++)

(3) C, = generar_apriori(L,_,, min_sop),

(4) Para cada transaccion t O D // examinar D para el contador
(5) C, = subconjuntos(C, ) // obtener los subconjuntos t que son candidatos
(6) Para cada candidato ¢ U C,

(7) c.contador++

(8) fin-para

(9) L, = {c € C, | c.contadorzmin_sop}

(10) fin-para

(11) retornar L = UL,;

funcion generar_apriori(L, , : (k-1)-itemsets frecuentes, min_sop : minimo soporte)

(1) Para cada itemset [, J L,

(2) Para cada itemset [, 11 L, ,

(3)Si (/1] =1L[1]O/[2] =1/2]) 0. 0¢L[k-2] =1[k-2]) O [k-1] < L[k -1]))
Entonces

(4)c=1,X1, //generar candidatos

(5) Si subconjunto_infrecuente(c, L, ) Entonces

(6) eliminar c;

(7) Si No

(8) adicionar c a C,

(9) fin-para

(10) retornar C,;

funcion subconjunto_infrecuente(c : k-itemset candidato; L, , : (k-1)-itemset frecuente)
(1) Para cada (k-1)-subconjunto s de ¢

(2) Si (s UL, ) Entonces

(3) retornar Verdadero,

(4) retornar Falso;

1 OO Tecnura No. 13 ¢ Il semesire de 2003



3.2 Generacion de reglas de asociacion desde
itemsets frecuentes
Una vez se tienen los conjuntos de items, gene-
rar las reglas es relativamente sencillo. Para cada
conjunto | de items se generan todos sus
subconjuntos. Para cada subconjunto s (I, gene-
ra una regla: s 1 (I - s) si:

soporte(l)

=
e nivel _confianza

3.3 Algunas mejoras

Se han realizado algunas mejoras al algoritmo
basico de reglas de asociacion (a priori) para
hacerlo mas eficiente:

i) Usar tablas hash para reducir el tamafio de
los candidatos de los itemsets (Park, 1995)

i1) Eliminar transacciones (elementos en la base
de datos) que no contribuyan en supercon-
juntos a considerar (Agrawal, 1994)

iii) Dividir las transacciones en particiones
disjuntas, evaluar itemsets locales y luego,
con base en sus resultados, estimar los
globales (Savasere, 1995)

iv) Hacer aproximaciones con muestreos en la
lista de productos para no tener que leer to-
dos los datos

v) Evitar generar candidatos usando estructu-
ras de datos alternativas, como por ejemplo,
los FP-trees (Frequent Pattern tree).

3.4 Algunas extensiones

Dentro de ellas pueden citarse:

i) Encontrar reglas de asociacion a diferentes
niveles de abstraccion. Normalmente se em-
pieza con las clases superiores y los resulta-
dos sirven para filtrar clases inferiores. Por
ejemplo, considerar reglas de asociacion so-
bre computadoras e impresoras, y luego so-
bre DVD y camaras de video, de una parte, y
sobre impresoras laser y de punto, de otra.
Pueden realizarse las siguientes acciones: a)
considerar un criterio de soporte uniforme
reduciéndolo para las subclases; b) conside-
rar todas las subclases independientemente

RE-CREACIONES

de este criterio tomando en cuenta el de una
de las superclases de un item o k superclases
de k items, c) considerar items cuyo nivel de
soporte de sus padres no cumpla con el crite-
rio de soporte, pero que sea mayor que cierto
umbral. En este tipo de proceso es comun ge-
nerar reglas redundantes o que no dicen nada
nuevo (v.gr., la regla mas general ya decia lo
mismo), por lo que es necesario incorporar
mecanismos de filtrado.

ii) Encontrar reglas de asociacién combinando
informacion de multiples tablas o reglas de
asociacion multidimensionales; estas ultimas
pueden encontrarse a partir de cubos de da-
tos.

ii1) Las reglas de asociacion, al igual que los arbo-
les de decision y las reglas de clasificacion, fun-
cionan en su forma original, con atributos dis-
cretos. Al igual que en las otras técnicas, se han
propuesto mecanismos para manejar atributos
continuos. Los enfoques mas comunes son:
antes de explorar, discretizar en rangos usando
jerarquias predefinidas, y durante el proceso
discretizar dinamicamente tratando de
maximizar algun criterio de confianza o reduc-
cion de longitud de reglas.

La ACRS (4ssociation Rule Clustering System)
(Lent, 1997), por ejemplo, mapea atributos cuan-
titativos a una rejilla y luego utiliza técnicas de
agrupacion. Primero asigna datos a contenedo-
res delimitados por rangos, que después pueden
cambiar. Los esquemas mas comunes de conte-
nedores son: del mismo tamafio, con el mismo
numero de elementos, y con elementos unifor-
memente distribuidos. Posteriormente, utilizan-
do los contenedores, se encuentran reglas de aso-
ciacion; una vez se tienen estas se agrupan, si
forman rectangulos mas grandes dentro de la
rejilla. Luego se discretizan utilizando informa-
cion semantica y se forman grupos con elemen-
tos cercanos (posiblemente haciendo agrupacion
sobre los atributos), para luego encontrar las re-
glas de asociacion con esos grupos basados en
distancias o similaridades.
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4. Reglas de asociacion multinivel en
bases de datos transaccionales

En esta seccion se estudiaran métodos para rea-
lizar mineria de datos con reglas de asociacion
multinivel (Han, 1995), es decir, reglas que
involucran items con diferentes niveles de abs-
tracciéon. También se analizaran métodos para
verificar multiniveles redundantes.

4.1 Reglas de asociaciéon multinivel

Para muchas aplicaciones es dificil encontrar
asociaciones fuertes entre los items de datos a
un nivel primitivo de abstraccion, debido a su
dispersion en espacios multidimensionales; asi-
mismo, asociaciones fuertes descubiertas en al-
tos niveles conceptuales pueden representar co-
nocimiento de sentido comun. Sin embargo, lo
que puede representar sentido comun para un
usuario puede no serlo para otro, por lo cual los
sistemas de mineria de datos deberian tener ca-
pacidades para realizar su funcién a diferentes
niveles de abstraccion. El concepto de jerarquia
define una secuencia de diagramas, iniciando en
un conjunto de conceptos de bajo nivel hasta lle-
gar a conceptos de alto nivel; en otras palabras,
se inicia con conceptos especificos en el nivel
mas bajo, y se va subiendo en jerarquia a con-
ceptos mas generales. La Figura 1 representa un
ejemplo.

Comida

SN

Leche Pan

AN

Semidescremada

/ \ Vi A
Santa Clara I I Larga Vida I

I
/ \ /7 N\

Blanco

/ \

Entera Integral

7\

Figura 1. El concepto de jerarquia a través de un
ejemplo
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El nivel mas alto de la jerarquia en la Figura 1
corresponde a «comida», de la cual se despren-
den dos ramas: «leche» y «pany; si se desciende
en jerarquia a partir de «leche» se encuentran
dos clases: «entera» y «semidescremaday, y asi
sucesivamente. Asi puede apreciarse la denomi-
nada conceptualizacion jerarquica. En mineria
de datos, las reglas de asociacion generadas con
conceptos jerarquicos son llamadas de niveles
multiples o reglas de asociacion multinivel, dado
que consideran mas de un nivel conceptual.

4.2 Mineria de datos con reglas de asociacion
multinivel

(Coémo pueden generarse eficientemente reglas
de asociacion multinivel usando conceptos je-
rarquicos?. En términos generales, siempre se
utiliza una estrategia top-down (arriba-abajo);
los conteos son realizados iniciando en el nivel
conceptual 1 y luego se va disminuyendo en ni-
vel, hasta que ya no se encuentren itemsets fre-
cuentes. Para cada nivel puede utilizarse cual-
quier algoritmo de descubrimiento de itemsets
frecuentes, como el algoritmo a priori o alguna
de sus variaciones.

Para la generacion de reglas de asociacion
multinivel existen basicamente dos métodos que
se describen a continuacion.

Nivel 1
min_sop =5%

Leche
[soporte = 10%]

/

Leche Entera
[soporte = 6%0]

Leche

Nivel 2 i
i Semidescremada

min_sop =5%

soporte = 4%)]

Figura 2. Mineria multinivel con un soporte uniforme

1) Utilizando el mismo soporte minimo para to-
dos los niveles (soporte uniforme). Este so-
porte (ver Figura 2) es empleado cuando se
realiza mineria en cada nivel de abstraccion,
simplificando de esta manera el procedimien-



to de busqueda. Sin embargo, el método tie-
ne algunas dificultades: es improbable que
los items en un nivel de abstraccion inferior
ocurran tan frecuentemente como aquellos
que estan en un nivel de abstraccion supe-
rior. Si el minimo soporte establecido es muy
alto podrian perderse muchas asociaciones
significativas en niveles inferiores de abstrac-
cion; si es muy bajo podrian generarse mu-
chas asociaciones poco interesantes en nive-
les de abstraccion mas altos. Este problema
motiva la utilizacion del siguiente método.
i1) Utilizando soportes minimos mas reducidos
en niveles de abstraccion inferiores. Cada ni-
vel de abstraccion tiene su propio soporte
minimo (ver Figura 3), por lo cual el nivel
mas bajo tendra el soporte mas pequeno de
toda la jerarquia. Existen muchas estrategias
para implementar este método, entre ellas:

* Nivel por nivel independiente: se trata de una
busqueda total en amplitud en la cual el conoci-
miento previo no es utilizado, es decir, cada nodo
es examinado sin importar si su padre es un itemset
frecuente o no.

Nivel 1
min_sop =5%

Leche

[soporte = 10%]

AN

Leche Entera Leche
Semidescremada

Nivel 2
min_sop =3%

[support = 6%]

[support = 4%]

Figura 3. Mineria multinivel con un soporte reducido

¢ Filtrado de niveles por un tnico item (Figura
4): un item es examinado si y solo si su padre
es un item frecuente. En otras palabras, si un
nodo es frecuente su hijos seran examinados;
de otro modo sus descendientes seran elimi-
nados de la busqueda.
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Nivel 1 Leche

min_sop = 12%

[soporte =10%]

-

2% Leche Skim Leche

Nivel 2
min_sop =3% :
no examinado

! no examinado :

Figura 4. Mineria multinivel con soporte reducido
usando niveles por un item simple

* Filtrado de niveles por un k-itemset (Figura
5): un k-itemset es examinado si y solo si su
correspondiente k-itemset padre es frecuente.

La estrategia nivel por nivel independiente pue-
de llevar a examinar numerosos ifems poco fre-
cuentes en niveles inferiores, encontrando aso-
ciaciones entre items de muy poca importancia.
La estrategia de filtrado de niveles por un k-
[temset permite examinar unicamente los hijos
de k-itemsets frecuentes; esta restriccion es muy
fuerte en conjuntos de datos donde no existen
muchos k-itemsets, e implica que patrones im-
portantes puedan ser eliminados del analisis
usando esta técnica. Por su parte, la estrategia
de filtrado de niveles por un unico item repre-
senta un compromiso entre los dos extremos
(Figura 6); sin embargo, este ultimo método
puede perder asociaciones entre items de nive-
les por la reduccion del soporte minimo, cuan-
do sus padres o ancestros no satisfagan el so-
porte minimo.

Nivel 1
min_sop =5%

Nivel 2
min_sop =3%

Leche yPan

[soporte =7%]

o

2% Lechey
Pan Blanco

5%

......... RN

! Leche Entera y
Pan Integral

Figura 5. Mineria multinivel con soporte reducido,
usando niveles por un K-itemset, con k=2
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Una version modificada de esta Gltima estrate-
gia, conocida como filtrado controlado de nive-
les por un Gnico item, permite establecer un
umbral de paso de niveles que es utilizado para
bajar de un nivel a otro. En otras palabras, el
método alternativo permite que los hijos de items
que no cumplen con el soporte minimo sean exa-
minados, si estos cumplen con el umbral de paso
de niveles.

Nivel 1
min_sop = 12%
Nivel umbral_sop =8%

Leche
[soporte =10%]

~,

Leche
Semidescremada

[soporte = 4%

Nivel 2
min_sop =3% Leche Entera

[soporte =6%]

Figura 6. Mineria multinivel con control de K-itemsets
de un solo item

4.3 Verificacion de reglas de asociacion
redundantes

En la mineria de datos el concepto de jerarquias
es util si permite descubrir conocimiento a dife-

rentes niveles de abstraccion, como las reglas
de asociacion multinivel; sin embargo, cuando
estas ultimas se generan, algunas de ellas pue-
den ser redundantes debido a que sus ancestros
ya han representado las relaciones entre los
items.

5. Generacidn de reglas de asociacion
multidimensionales en bases de datos
relacionales y en bodegas de datos

A continuacion se estudiaran los métodos para
generar reglas de asociacion multidimen-
sionales (Kamber, 1997), es decir, aquellas que
involucran mas de una dimension o predicado.
Estos métodos pueden ser organizados de acuer-
do con su tratamiento de atributos cuantita-
tivos.

5.1 Reglas de asociacidon multidimensionales

Hasta el momento se han estudiado reglas de aso-
ciacion que implican un tnico predicado, en este
caso «comprasy. Por ejemplo, si tenemos la re-
gla de asociacion Pan Blanco -> Leche Entera,
también podemos escribirla como:

compra(X, «Pan Blanco «) -> compra(X, «Leche Entera») (Regla 6)

En la regla anterior, X es una variable que re-
presenta clientes. Empleando la terminologia de
bases de datos multidimensionales, cada predi-
cado distinto en una regla es una dimension, lue-
go la Regla 6 es unidimensional o
intradimensional.

Supodngase, sin embargo, que en lugar de utili-
zar bases de datos transaccionales se necesitan
bases de datos relacionales o bodegas de datos,

en las cuales los datos almacenados son
multidimensionales. Por ejemplo, una base de
datos relacional puede almacenar otros atributos
asociados con los items, tales como cantidad, pre-
cio y marca. Ademas puede almacenar informa-
ci6n adicional de los clientes, como su edad, di-
reccion, enfermedades, etc. Considerando cada
dimension de la base de datos como un predica-
do, es posible generar reglas de asociacion con-
teniendo multiples predicados, tales como:

edad(X, «60...70»)*enfermedad(X, «diabetes») -> compra(X, «Pan Integral») (Regla 7)

Las reglas de asociacion que involucran dos o
mas predicados son conocidas como
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multidimensionales, entre ellas, aquellas que no
tienen predicados repetidos son llamadas reglas



de asociacion interdimensionales, y las que los
tienen son conocidas como Ahibrido-
dimensionales.

En una base de datos un atributo puede ser cate-
gorico o cuantitativo. Los primeros tienen un nu-
mero finito de posibles valores, sin tener necesa-
riamente valores ordenados entre cantidades, por
ejemplo ocupacion, marca y color; ellos también
son conocidos como nominales, debido a que sus
valores son «nombres de cosas». Los atributos
cuantitativos son numéricos y tienen un orden
implicito de valores, por ejemplo, edad y precio.

Las técnicas para generar reglas de asociacion
multidimensionales pueden ser categorizadas de
acuerdo con tres acercamientos basicos:

1) Atributos cuantitativos discretizados usando
conceptos jerdarquicos predefinidos. La
discretizacion se realiza antes de comenzar
el proceso de mineria; por ejemplo, un con-
cepto jerarquico para ingresos puede ser usa-
do para reemplazar los valores numéricos ori-
ginales de estos atributos por rangos, tales
como «0...20k», «21k...30k», «31k...40k», y
asi sucesivamente; la discretizacion es en-
tonces estatica y predeterminada. La
discretizacion numérica de atributos con sus
rangos de valores puede ser tratada como atri-
butos categoricos, considerando cada rango
como una categoria.

i1) Atributos cuatitativos discretizados en «con-
Juntosy basados en la distribucion de los
datos. Este proceso de discretizacion es di-
namico y establecido para satisfacer ciertos
criterios de la mineria, tales como la
maximizacion de la confidencia de las reglas.
Las reglas de asociacion generadas con esta
técnica son también llamadas cuantitativas,
debido a que esta estrategia trata los valores
numéricos de los atributos como cantidades,
en lugar de emplear rangos o categorias
predefinidas.

ii1) Atributos cuantitativos discretizados basa-
dos en la distancia entre puntos de los da-
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tos. Se trata de una discretizacion dinamica
que considera la distancia entre puntos de
datos, por lo cual sus reglas de asociacion se
denominan basadas en distancia.

5.2 Reglas de asociacion multidimensionales
usando discretizacion estatica de los
atributos cuantitativos

En este caso los atributos cuantitativos son
discretizados antes de comenzar el proceso de
mineria, utilizando conceptos jerarquicos
predefinidos, en los cuales los valores numéri-
cos son reemplazados por rangos; si se desea,
los atributos categoricos también pueden ser ge-
neralizados a niveles conceptuales mas altos. Si
los datos resultantes son almacenados en una
tabla relacional, entonces el algoritmo a priori
requiere una modificacion sencilla para encon-
trar todos los conjuntos de predicados frecuen-
tes, en lugar de encontrar los itemsets frecuen-
tes; encontrar todos los conjuntos de k-predica-
dos frecuentes, requerira de k o k+1 busquedas
sobre la tabla. También pueden emplearse otras
estrategias, como el hashing o el particio-
namiento.

Alternativamente, los datos transformados de
tareas relevantes pueden ser almacenados en un
cubo de datos; estos cubos se ajustan perfecta-
mente al proceso de generacion de reglas de aso-
ciacion multidimensionales, debido a que ellos
son multidimensionales por definicion. La Fi-
gura 7 muestra un cubo de datos para las dimen-
siones edad, ingresos y compras.

{edad)

R

{edad, mgrezos) {edad.g LG eS 08, COMmPrag)

Figura 7. Cubo de Datos
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Las celdas de un cubo n-dimensional son usadas
para almacenar el conteo de soporte de los co-
rrespondientes conjuntos de n-predicados. Debi-
do al creciente uso de las bodegas de datos y la
tecnologia OLAP, es posible que un cubo de da-
tos que contenga las dimensiones de interés para
el usuario, pueda realmente existir. Una estrate-
gia similar a la empleada en el algoritmo a priori
puede ser usada, basada en el hecho a priori que
cada subconjunto de un conjunto de predicados
frecuentes también debe ser frecuente; esta pro-
piedad puede ser usada para reducir el niimero
de conjuntos de predicados candidatos.

5.3 Reglas de asociacion cuantitativas

En ellas los atributos numéricos son
discretizados dinamicamente durante el proce-

so de mineria, para satisfacer algunos criterios
como la maximizacion de la confidencia. En esta
seccion se centrara el estudio en como generar
reglas de asociacion cuantitativas, teniendo dos
atributos cuantitativos al lado izquierdo de cada
regla y un atributo categodrico en el lado dere-
cho de ella:

Aquan, & Aquan, -> Acat (Regla 8)

Estas reglas de asociacion son conocidas como
bidimensionales, debido a que contienen dos di-
mensiones cuantitativas. Un ejemplo podria ser
la asociacion existente entre la edad, los ingre-
sos de un consumidor y el tipo de televisor que
este cliente compra:

edad(X, «30...29») & ingresos(X, «42k... 48k») -> compra(X, «TV alta resolucion» (Regla 9)

A continuacion se describird un sistema llama-
do ARCS (4ssociation Rule Clustering System),
el cual permite la generacién de reglas
bidimensionales. El sistema mapea parejas de
atributos cuantitativos en una grilla 2D para re-
gistros que satisfagan la condicion del atributo
categodrico; en esta grilla se buscan grupos de
puntos, a fin de generar las reglas de asociacion.
Los pasos a seguir en este sistema son:

? Binning: realizacion de un proceso de
particionamiento o de creacion de intervalos,
cada uno de los cuales se considera un bin. En
el sistema ARCS todos los intervalos son de un
mismo tamafio; el usuario introduce el que con-
sidere adecuado para cada atributo cuantitativo;
cada celda del arreglo, contiene la correspon-
diente distribucion de conteo para cada posible
clase del atributo categorico de la regla ubicada
al lado derecho. El mismo arreglo 2D puede ser
usado para generar reglas para cualquier valor
del atributo categorico, basado en los dos mis-
mos atributos cuantitativos.
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* Busqueda de los conjuntos de itemsets frecuen-
tes: una vez que el arreglo 2D contiene la dis-
tribucidon de conteo para cada categoria, éste
puede ser escaneado con el fin de encontrar
los conjuntos de predicados frecuentes, que
satisfacen la confidencia y el soporte minimo.

* Agrupacién de las reglas de asociacion (ver
Figura 8): las reglas de asociacién fuertes, ob-
tenidas en el paso anterior son ubicadas en la
grilla 2D:

>70k

60-70k

50-60k
iNgreso ;4o

30-40k

20-30k

<20k

32 33 34 35 36 37 38
edad

Figura 8. Una matriz 2D, representativa de los clientes
que compran TV de alta resolucién
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Las reglas de asociacion encontradas en el ejemplo anterior son:

edad(X,»34"), ?ingreso(X,»30K - 40K») —> compra(X,»high resolution TV»)
edad(X,»35"), ? ingreso(X,»30K - 40K») —> compra(X,»high resolution TV»)
edad(X,»34"), ? ingreso(X,»40K - 50K») —> compra(X,»high resolution TV»)
edad(X,»35"), ? ingreso(X,»40K - 50K») —> compra(X,»high resolution TV»)

Estas reglas pueden ser agrupadas en una sola, de tal forma que:

edad(X,»34-35"), ?ingreso(X,»30K - 50K») ->?compra(X,»high resolution TV»)

ARCS utiliza un algoritmo de agrupamiento para este propdsito.

5.4 Generacion de reglas de asociacion
basados en la distancia

En la seccion anterior se describieron las reglas
de asociacion cuantitativas; en ellas los atribu-
tos cuantitativos son discretizados inicialmente
por métodos de agrupamiento, y los intervalos
resultantes son combinados. Sin embargo, esta
técnica puede no capturar la semantica de los
intervalos, debido a que no considera la distan-
cia entre ellos. Considérese por ejemplo la si-
guiente tabla:

Transaccion Listado de productos adquiridos
Tl Computador, impresora
T2 Impresora, DVD
T3 Impresora, cdmara de video
T4 Computador, impresora, DVD
T5 Computador, cdmara de video
T6 Impresora, cdmara de video
T7 Computador, cdmara de video
T8 Computador, impresora, cdmara de video, scanner
T9 Computador, impresora, cdmara de video
T10 [mpresora, scanner
T1l Computador, DVD
T12 Computador, impresora, DVD

Tabla 10. Una particidon del atributo «precio» de
acuerdo con los métodos binning

En la Tabla 10 se muestra el atributo «precio»
particionado de acuerdo con las técnicas de
binning equidistancia y equicantidad, versus el
particionamiento basado en distancia. Este ulti-
mo es mas intuitivo, debido a que agrupa los

valores que estan mas cercanos entre si en el
mismo intervalo; por lo tanto este tipo de
discretizacion es mas significativa que las otras
dos.

Un algoritmo de dos fases puede ser usado para
generar reglas de asociacion basadas en distan-
cia. La primera fase emplea agrupamiento
(clustering) para encontrar los intervalos o
clusters; la segunda fase obtiene reglas de aso-
ciacidén basadas en distancia, mediante la bus-
queda de grupos de cluster que ocurran juntos,
frecuentemente.

En la primera fase se hace necesario definir un
diametro de medida, a fin de determinar los re-
gistros mas cercanos. Sea S[X] un conjunto de
Nregistros, t, t,, ...t,, proyectadas sobre el con-
junto de atributos X; el diametro de S[X] es el
promedio de la distancia entre las registros pro-
yectadas en X; la distancia puede ser la

euclidiana o la de Manhatan.

En la segunda fase, los grupos o clusters son
combinados para forma reglas de asociacion
basadas en distancia. Considérese una regla de
asociacion basada en distancia de la forma C,-
>C,; supongase que X es el atributo edad y Y el
atributo ingresos. Se quiere tener certeza de que
la implicacion entre el cluster C, (edad) C, (in-
gresos) es fuerte; esto significa que cuando los
registros de edad en C, son proyectadas en el
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atributo ingresos, sus valores correspondientes
de ingresos estén dentro del cluster CY o cerca
de él. Un grupo CX proyectado dentro del con-
junto de atributos Y es denotado por C,[Y]. En
consecuencia, la distancia entre C,[Y]y C [Y]
debe ser pequena. La distancia mide el grado de
asociacion entre C, y C_; entre mds pequefia sea
esta distancia mas fuerte es su grado de asocia-
cion.

Los grupos o clusters pueden ser combinados
para encontrar reglas de asociacion de la forma:
C,, C,....C ., >C, C,....C_ ,donde Xiy Y]
son pares de atributos de conjuntos disjuntos que
cumplen las siguientes tres condiciones: a) cada
grupo o cluster en la regla antecedente esta fuer-
temente asociado con cada grupo o cluster en la
regla consecuente; b) los grupos en el antece-
dente deben ocurrir colectivamente; c) los gru-
pos en el consecuente deben ocurrir colectiva-
mente.

6. Conclusiones

* La mineria de datos ha surgido del potencial
del anélisis de grandes volimenes de informa-
cion, con el fin de obtener resimenes y cono-
cimiento que apoye la toma de decisiones y
pueda construir una experiencia a partir de los
millones de transacciones detalladas que re-
gistra una empresa en sus sistemas
informaticos.

* La implementacion de reglas de asociacion es
una interesante opcion en el proceso de selec-

cion de la técnica a utilizar para realizar mi-
neria de datos; su aplicacion es fundamental
para el descubrimiento de relaciones de aso-
ciacion en grandes cantidades de datos, sien-
do 1til en la seleccion de una estrategia de
mercadeo, procesos de toma de decisiones,
manejo de negocios, etc.

* Actualmente existen numerosos algoritmos efi-
cientes para encontrar reglas de asociacion,
pero la mayoria de ellos trabajan con bases de
datos transaccionales o requieren que los do-
minios de los atributos de la base de datos sean
discretos; no obstante, en el mundo real exis-
ten numerosas bases de datos en las cuales la
informacion es numérica. La mayor parte de
las herramientas que trabajan sobre dominios
continuos simplemente se limitan a
discretizarlos mediante alguna estrategia con-
creta que les permita tratarlos posteriormente
como si fueran discretos. Sin embargo, los
métodos de discretizacion desvirtian, en cier-
ta medida, el resultado final de las reglas ob-
tenidas, porque durante el proceso de division
de los dominios numéricos no tienen en cuen-
ta algunas de las medidas indicadoras del in-
terés de las reglas de asociacion, entre otras el
soporte y la confianza.

* La investigacion en reglas de asociacion hasta
ahora esta en sus inicios; existen muchos cam-
pos especializados que prometen grandes be-
neficios, tales como analisis de datos espacia-
les, datos multimediales y series de tiempo,

entre otros. .E:
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